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ABSTRACT

O foco deste projeto de pesquisa € consolidar algumas atividades associadas a componentes do
ambiente denominado Estrutura de Aquisi¢cdo de Conhecimento, Uso, Aprendizagem e Colaboragdo
(SKAU), proposto em tese de doutorado [1, 2]. O objetivo principal é popular uma Base de Conhec-
imento (KB) com conhecimento proveniente do repositério de documentos denominados Request
For Comments (RFCs) do RFC Editor. Adicionalmente, o projeto pretende realizar a construgdo
de ontologias de dominios com conhecimento retirado de ambientes afins, como por exemplo, o
eco-sistema da Infraestrutura da Internet e dominios de conhecimento préximos. Trés ferramentas
sdo usadas para representar o conhecimento a ser capturado: Protégé 5, OnTop e a estrutura de dados
de diciondrio, das linguagens de programac@o. A base de conhecimento hospedeira do conhecimento
capturado serd usada por agentes autdnomos presentes e organizados em uma estrutura denominada
Arquitetura Autonoma sobre Dominios Restritos (A2RD), que colaboram entre si e entre seres
humanos através de uma estrutura de listas inversamente encadeadas denominada IIBlockchain. As
questdes que serdo resolvidas através de estudos primarios e experimentacdes, se referem a captura e
representacdo de conhecimento a partir de outras bases ndo estruturadas e da representacio do con-
hecimento propiciados pelas Linguagens de Descricdo e aperfeicoadas pelo processo de alinhamento
dos diversos resultados obtidos.
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1 Enunciado do Problema

A Internet € uma rede de redes de computadores. Tais redes de computadores sdo denominadas de Sistemas Autdonomos
(ASes) e possuem uma identificag¢@o tnica, como se pode ver pela Figura 1. Os ASes estdo interligados por meio de
uma complexa infraestrutura de telecomunicagdes, espalhada por toda a terra e além. A operacionaliza¢do dos ASes
que usam esta infraestrutura de telecomunicagdes € feita por programas, isto €, algoritmos denominados genericamente
de protocolos.

Este projeto estd orientado a estudar e pesquisar técnicas e recursos para adequar um ambiente de suporte a agentes
inteligentes com ac¢des sobre dominios dos Sistemas Auténomos (ASes) ou Dominios de Roteamento [3].

*ttp://attes.cnpq.br/4008970012663480
Thitp://lattes.cnpq.br/4008970012663480
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Figure 1: As redes autdnomas de que constituem a Internet.

Os agentes, que também sdo algoritmos estdo organizados em um modelo de camadas denominado Arquitetura
Autdénoma sobre Dominios Restritos (A2RD), dependem de uma base de conhecimento (KB) e de um ambiente de
colaboragéo (IIBlockchain), componentes que pertencem a um eco-sistema denominado Estrutura de Aquisi¢éo de
Conhecimento, Uso, Aprendizagem e Colaboracao (SKAU) [1], cujo cendrio pode ser visto na Figura 2.
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Figure 2: O ambiente SKAU, suporte para agentes do modelo A2RD, onde a Base
de Conhecimento € a principal preocupacdo desta pesquisa. Adaptado de [1].
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O foco principal desta pesquisa € a experiéncia no preenchimento da Base de Conhecimento (KB) com conhecimento
obtido: (i) de bases de dados ndo estruturadas; (ii) da constru¢cao manual e/ou automadtica de ontologias de dominio.
A pesquisa se baseia na aplicacdo sobre a Infraestrutura da Internet das técnicas e recursos de Inteligéncia Artificial,
particularmente aquelas presentes na drea de Aprendizagem de Maquina (ML), com maior intensidade, no uso das
facilidades disponiveis no Processamento de Linguagem Natural (NLP), cuja relacdo estd visivel na Figura 3 [4] [5] [6]

(71 8] [9].
O preenchimento da KB envolve questdes de pesquisas relacionadas com a representacio de conhecimento capturado a
partir fontes (estruturadas e ndo-estruturadas) externas e com as técnicas para o armazenamento deste conhecimento
capturado.

Complementarmente, os agentes do modelo A2RD devem aperfeicoar sua autonomia através de cooperagao entre si e
entre seres humanos. O mecanismo de colaboracdo utilizado pelos agentes € construido sobre uma base de dados de
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Figure 3: A relacdo entre Al, ML e NLP. Adaptado de [9].

listas encadeadas invertidas, denominada [IBlockchain [10]. O ferramental de uso da IIBlockchain estd pronto e serd
intensivamente utilizado, quando apropriado, durante todo o periodo de duracdo da presente pesquisa. A IIBlockchain
foi desenvolvida em Python, que, também serd a principal linguagem de desenvolvimento do projeto.

Além desta Introducdo, nomeada como Enunciado do Problema (Secdo 1), este texto expde a Metodologia que envolve
o projeto, na Secdo 3, com detalhes das técnicas, recursos e facilidades utilizadas. A Secéo 4 indica os resultados
esperados pelo presente projeto de pesquisa, no periodo programado, enquanto que a Secdo 5 exibe os desafios
a serem enfrentados diante do atual estdgio da tecnologia e das técnicas envolvidas. A Secdo 6 esclarece de que
forma os resultados, as novas propostas e as licdes aprendidas associadas aos esfor¢os empreendidos no projeto serdo
disseminados e avaliados.

2 O ambiente da pesquisa

Os principais resultados esperados para este projeto de pesquisa virdo de duas atividades de captura de conhecimento,
cada uma com miiltiplos processos e vinculadas a dominios da Infraestrutura da Internet. Tal captura de conhecimento
ocorrerd a partir: de bases nao estruturadas e, da construcao de ontologias de dominios.

Todos os dados, algoritmos, programas e dados sdo de dominio piblico e estardo disponiveis no repositério do projeto
[11]. Na sequéncia, o detalhamento de como o projeto ird considerar as atividades em cada uma das alternativas de
captura e representacdo de conhecimento bem como as técnicas e recursos a serem utilizados [12].

2.1 Captura e representaciao de conhecimento a partir de bases nao estruturadas

Sdo muitas as bases ndo estruturadas origindrias de conhecimento que interessam ao projeto, e entre elas estdo aquelas
produzidas pelas atividades do Internet Engineering Task Force® (IETF), do Internet Research Task Force* (IRTF) e de
organizagdes associadas que orbitam em seu entorno formando um eco-sistema proprio de governanga, parcialmente
desenhado na Figura 4 [3].

A Figura 2 exibe, fora do ambiente SKAU, um conjunto de dados multi-modais néo estruturados e dindmicos, produzidos
pelo IETF, IRTF e intimeras outras institui¢des, governamentais, ndo governamentais e privadas, que fazem parte do
eco-sistema caracterizado acima: RFC Editor, Mensagens geradas pelos Grupos de Trabalhos (WGs) do IETF e do
IRTF, seus textos preliminares (drafts), textos da Wikipedia, manuais de produtos e facilidades, etc. Neste projeto,
durante o primeiro ano somente o repositério do RFC Editor® serd usado para formagio da base de conhecimento, com
a captura de conhecimento dos documentos disponiveis [13]. A Figura 5 ilustra os componentes envolvidos nesse
processo.

Os documentos, armazenados no repositério do RFC Editor, ndo denominados Request for Comments (RFCs) e seu
contetdo representam os padrdes de protocolos e os comportamentos técnicos propostos aos administradores dos
Sistemas Autonomos (ASes), que permite a Internet funcionar cada vez melhor [3]. Os processos que tratam as RFCs
podem ser simplificados como representado na Figura 6.

Shttps://wuw.ietf.org
*https://www.irtf.org
>https://www.rfc-editor.org/about/
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Figure 4: Eco-sistema da Infraestrutura da Internet com as institui¢des no entorno do IETF produzem documentos

utilizados pelo SKAU para popular parcialmente a KB. Fonte: [1].
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Figure 5: Interacdo com o repositério do RFC Editor para a captura de conhecimento e armazenamento na KB e

principal foco da presente pesquisa. Adaptado de [1].

Embora o componente Mecanismo de Inferéncia permaneca na figura, ele somente serd abordado durante as pesquisas
associadas a ontologias. Trata-se de uma mecanismo que a partir do Conhecimento Explicito definidos pelas regras da

ontologia, ele consegue obter o chamado Conhecimento Implicito.

O uso de um repositdrio "quase” estruturado como o das RFCs (a linguagem natural dos documentos € estruturada e
alguns grupos de RFCs seguem um padrao) torna o uso da NLP mais f4cil para programar e mais eficiente, pois pode-se
usar uma técnica de criagdo de corpus em etapas denominado pipeline, de forma permanente (armazenada em meio

digital) ou ndo, ilustrada pela Figura 7 mostrando as atividades desde

a captura das RFCs, até a atualizagcdo da KB.

Um exemplo simples que justificaria a criagdo de um corpus ¢ a captura de acronimos e seu significado. Nas RFCs, um

acrdnimo e seu significado tem o seguinte formato padrdo:

Significado do Acronimo

(ACRONIMO)
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Figure 6: Nucleo do processamento das RFCs. Adaptado de [1].
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Figure 7: Pipeline de tratamento do corpora das RFCs

E intuitivo que o acrénimo e seu significado pertencam, completamente, a uma sentenga. Entdo, a criagdo de um
corpus no qual uma RFC esteja representada por suas sentengas distinguiveis, ird tornar o processamento da procura por
acrOnimo e seu significado bastante eficiente. Um algoritmo heuristico (usando pilhas) no qual procura-se por um "(" e
um ")" dentro da sentenca garante que o acronimo € aquilo que estd entre os parénteses.

Entretanto, alguns acrénimos sdo bem formados, como por exemplo:

Internet Engineering Task Force (IETF)
Internet Research Task Force (IRTF)
American Telephone and Telegraph (AT&T)

outros ndo sao tao imediatos assim:

American National Standard Code for Information Interchange (ASCII)
I1Pv6 over Low — Power Wireless Personal Area Networks (6LoW PAN)

A Figura 8 é a representa¢do final de como serdo tratadas as RFCs quando for usado os recursos agregados a NLP.

2.2 Captura e representacio de conhecimento em ontologias de dominio

2.2.1 Preliminares

Ontologia foi definida em 1993 por Gruber e em 1997 foi melhorada mais apropriadamente por Borst [14] apud [15, 16].
Em 1998, Studer e outros ajustaram as duas defini¢des na seguinte proposta: "Uma ontologia é uma especificacio
formal e explicita de uma conceituacdo compartilhada" [17] [14]. Vérios autores refinaram as defini¢des ao longo
do tempo para indicar, mais claramente, que: uma ontologia é um vocabulario formalmente definido para um
dominio particular, utilizada para capturar conhecimento sobre esse dominio (restrito) de interesse. Portanto,
uma ontologia descreve os conceitos do dominio e também as relagdes que existem entre esses conceitos [18]. A
inclusdo de um dominio na definicao facilitou a compreensdo do significado da ontologia. Desta forma e finalmente,
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Figure 8: Componentes do SKAU diretamente envolvidos no presente projeto (em substitui¢do
a Figura 5), interacdo com o repositério do RFC Editor para a captura de conhecimento e
armazenamento na KB, exibindo o tratamento das RFCs com o pipeline (Figura 7).

ontologias descrevem conceitos e relagdes em um dominio especifico, para Representagdo do Conhecimento (KR) e
Troca de Conhecimento (KE) [19].

Por outro lado, base de conhecimento (KB) ¢ um conjunto de informacdes organizadas sobre um determinado assunto.
Ela pode incluir fatos, regras, procedimentos e outros tipos de conhecimento. Uma base de conhecimento pode ser
usada para apoiar uma variedade de aplicacdes, como sistemas de recomendacdo, sistemas de perguntas e respostas e
sistemas de inteligéncia artificial.

A principal diferenca entre ontologia e base de conhecimento € que a ontologia ¢ um modelo formal de um dominio de
conhecimento, enquanto a base de conhecimento é um conjunto de informag¢des organizadas sobre um determinado
assunto. A ontologia é mais abstrata e generalista, enquanto a base de conhecimento € mais concreta e especifica.

Outra diferenga importante é que a ontologia descreve os conceitos e as relagdes entre esses conceitos, enquanto a base
de conhecimento pode incluir fatos, regras, procedimentos e outros tipos de conhecimento. A ontologia €, portanto,
mais relevante para a representagdo do conhecimento estruturado, enquanto a base de conhecimento é mais relevante
para a representacdo de conhecimento ndo estruturado.

A ontologia e a base de conhecimento podem ser usadas juntas para representar o conhecimento de um determinado
dominio. A ontologia fornece a estrutura para a base de conhecimento, enquanto a base de conhecimento fornece os
dados concretos que s@o usados para preencher a estrutura.

Aqui estdo alguns exemplos de como ontologia e base de conhecimento podem ser usadas em conjunto:

* Um sistema de recomendacgdo de produtos pode usar uma ontologia para representar os diferentes tipos de
produtos disponiveis, como roupas, eletronicos e alimentos. A base de conhecimento do sistema pode incluir
informagdes sobre os produtos, como precos, avaliagdes e disponibilidade.

* Um sistema de perguntas e respostas pode usar uma ontologia para representar os diferentes tépicos sobre os
quais ele pode responder. A base de conhecimento do sistema pode incluir informagdes sobre esses tpicos,
como definicdes, exemplos e fatos.

* Um sistema de inteligéncia artificial pode usar uma ontologia para representar o conhecimento sobre o0 mundo
real. A base de conhecimento do sistema pode incluir informacdes sobre o mundo real, como a localizagdo de
objetos, as relagdes entre objetos e 0s eventos que ocorrem no mundo.

2.2.2 Linguagens de representacio do conhecimento

Uma das preocupacdes mais importantes na constru¢ado de uma ontologia é a forma como o conhecimento serd
representado. Em outras palavras, tal preocupagdo tem a ver com o formalismo (ou linguagem) usado para representar
o conhecimento. Preferivelmente este formalismo deve expressar o conhecimento de um dominio, o mais completo
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possivel, sem que haja a possibilidade de ocorrer inconsisténcias, principalmente quando se fizer inferéncia sobre a KB,
da qual a ontologia far parte.

Em alguns casos, sempre que for necessdrio expressar conhecimento usando ferramentas gréficas ou outras represen-
tagdes menos extensas, mas com objetivo de esclarecer um conhecimento formal, o projeto usard os conceitos em
torno das Logicas de Descri¢@o ou do inglés, Description Logics (DLs), que representam uma familia de linguagens de
representacdes de conhecimento, que podem ser usadas para representar (ou descrever) o conhecimento inserido em um
dominio de aplica¢@o, sob uma forma estruturada e bem caracterizada [20] [21]. Ao longo dos anos, muitas linguagens
foram propostas e pesquisadas, principalmente sob precisdo semantica de seus procedimentos de raciocinio [22]. No
inicio surgiu a KL-ONE [23] que provocou o surgimento da K-REP [24], da BACK [25] e da LOOM [26], entre outras.
Todas levaram a SROZQ [27], a DL que deu origem a Web Ontology Language (OWL) 1 e, finalmente, a OWL 2. A
Figura 9 mostra as DLs derivadas da KL-ONE. O gréfico € resultado de uma ontologia, ainda em desenvolvimento, das
DLs criadas para aperfeicoar a representacdo do conhecimento, em ontologias.

2.2.3 A linguagem do projeto

A OWL 2 [28, 29], faz parte da familia de DLs. E a linguagem preferida na construgio de ontologias, no presente
projeto, bem como outras, desde que aderentes a ela, tais como a Resource Description Framework® (RDF) e a RDF
Schema’ (RDFs).

3 Metodologia

O projeto serd desenvolvido em duas etapas: (a) Constru¢do manual e semi-automatica, quando necessario, de uma
ontologia parcial no dominio da Infraestrutura da Internet e (b) Constru¢do de uma ontologia, sobre 0 mesmo dominio,
com base nas técnicas de aprendizagem profunda (deep learning).

A ontologia manual e/ou semi-automética serd construida através do Protégé® em sua versio 5. Diversas técnicas e
algoritmos poderdo ser utilizados para tornar esta ontologia parcial um modelo que exiba uma experiéncia adequada
para a segunda etapa. Em paralelo aos trabalhos da primeira etapa serd desenvolvida uma revisao sistemdtica de
literatura em busca das principais recomendacdes mais recentes sobre as técnicas e algoritmos (alguns descritos abaixo)
de aprendizagem profunda disponiveis para serem utilizados na segunda etapa.

A ontologia baseada em aprendizagem profunda serd construida utilizando uma combinacdo de técnicas de Processa-
mento de Linguagem Natural (PLN) e aprendizagem de maquina. Inicialmente, os dados brutos serdo coletados de
vdrias fontes confidveis relacionadas a Infraestrutura da Internet e muitas delas identificadas pelo exercicio manual e
semi-automadtico da primeira parte. Esses dados ser@o entdo pré-processados para remover ruidos e tornd-los adequados
para andlise.

Em seguida, um modelo de aprendizagem profunda serd treinado nesses dados pré-processados. O modelo serd
configurado para identificar e aprender os conceitos e relagdes mais importantes no dominio da Infraestrutura da Internet.
O resultado serd uma ontologia rica e detalhada que captura o conhecimento nesse dominio de uma maneira estruturada
e acessivel.

Finalmente, as duas ontologias - a manual e a baseada em aprendizagem profunda - serdo integradas para formar uma
ontologia completa. Esta ontologia combinada sera entdo validada por especialistas no dominio para garantir sua
precisao e utilidade.

3.1 Algumas técnicas e algoritmos de aprendizagem profunda

A escolha da técnica de aprendizagem profunda dependerd muito do levantamento sistematico da literatura e dos dados

coletados e a serem processados. E possivel que serdo experimentadas vdrias técnicas entre as quais serdo escolhidas
aquelas que oferecem os melhores perspectivas de se ajustarem aos objetivos do projeto.

Existem vdrias técnicas de aprendizagem profunda que podem ser utilizadas para a constru¢do da ontologia, dependendo
dos dados especificos e das necessidades do projeto. Aqui estdo algumas possibilidades:

1. Redes Neurais Convolucionais (CNNs): Sdo especialmente eficazes no processamento de dados visuais e
podem ser utilizadas se os dados incluirem imagens ou diagramas relacionados a Infraestrutura da Internet.

Shttps://www.w3.org/TR/rdf - concepts/
"https://www.w3.org/TR/rdf-schema/
8https://protege.stanford.edu/


https://www.w3.org/TR/rdf-concepts/
https://www.w3.org/TR/rdf-schema/

2024 PosDoc Research Project TECHNICAL REPORT

Sabe-se que sdo os casos das Requeste for Comments (RFCs), disponiveis no repositério do RFC Editor®. Sdo
exemplos deste algoritmos: LeNet!?, AlexNet!!, VGG'? (Visual Geometry Group), GoogLeNet'?, e ResNet'*.

2. Redes Neurais Recorrentes (RNNs): Sdo tteis para lidar com dados sequenciais ou temporais. Se os dados
a serem coletados tiverem uma componente temporal (por exemplo, séries temporais de trafego de rede),
as RNNs podem ser uma boa escolha. Enre outras: LSTM" (Long Short-Term Memory) e GRU'® (Gated
Recurrent Unit) sao exemplos de RNNs.

3. Transformers: Estes sdo modelos de aprendizagem profunda que utilizam mecanismos de atengdo para
melhorar a eficicia no processamento de dados sequenciais. Eles tém sido amplamente utilizados em tarefas
de Processamento de Linguagem Natural (PLN). BERT!? (Bidirectional Encoder Representations from
Transformers), GPT'® (Generative Pretrained Transformer), e T5'® (Text-to-Text Transfer Transformer) sio
exemplos de Transformers.

4. Autoencoders: Sio redes neurais utilizadas para aprender representagdes codificadas (ou compactas) dos
dados de entrada. Eles podem ser titeis para aprender a estrutura latente dos dados que serdo coletados. VAE?
(Variational Autoencoder) e Denoising Autoencoder?' sio exemplos de Autoencoders.

5. Redes Geradoras Adversariais (GANs): Sdo pares de redes neurais que trabalham em conjunto para melhorar
continuamente a qualidade de eventuais previsdes. Embora sejam mais conhecidas pela sua capacidade de
gerar imagens realistas, elas também podem ser utilizadas em outros tipos de dados. Exemplos de GANSs:
DCGAN?? (Deep Convolutional GAN), CycleGAN? e StyleGAN?*,

4 Resultados Esperados do projeto

A Popular a base de conhecimento (KB) do SKAU com conhecimento capturado das RFCs;
B Popular a KB do SKAU com conhecimento obtido através da construcido de ontologias de dominios que
interessam aos Agentes do modelo A2RD;

‘https://rfc-editor.org.br

0Geralmente referindo-se ao LeNet-5, é uma CNN simples que se destaca no processamento de imagens em larga escala e foi
uma das primeiras redes neurais convolucionais a impulsionar o desenvolvimento do aprendizado profundo (1998).

E uma arquitetura de CNN, que foi projetada por Alex Krizhevsky em colaboragio com Ilya Sutskever e Geoffrey Hinton. Ela
se destacou na competi¢do ImageNet Large Scale Visual Recognition Challenge em 30 de setembro de 2012.

12F uma arquitetura padrdo de CNN, com vérias camadas, sendo conhecida por suas versdes VGG-16 e VGG-19, que consistem
em 16 e 19 camadas convolucionais, respectivamente.

3Também conhecido como Inception V1, é uma arquitetura de CNN proposta pela Google em 2014, que utiliza médulos de
Inception para escolher entre varios tamanhos de filtros convolucionais em cada bloco, permitindo a criacéio de arquiteturas mais
profundas

“E um modelo de aprendizado profundo que utiliza conexdes de identidade (ou “conexdes residuais™) para permitir o treinamento
eficaz de redes profundas com dezenas ou centenas de camadas, melhorando a precisdo ao aumentar a profundidade.

I5E uma rede neural recorrente (RNN) que pode processar dados sequencialmente e manter seu estado oculto ao longo do tempo,
sendo projetada para lidar com o problema do desaparecimento do gradiente presente nas RNNs tradicionais.

1E uma variante da rede neural recorrente (RNN) que utiliza portdes de atualizagio e redefini¢iio para resolver o problema do
desaparecimento do gradiente, tornando-a mais eficaz no processamento de sequéncias longas.

17E um modelo de aprendizagem profunda que melhora a eficiéncia do processamento de linguagem natural (NLP), sendo famoso
por sua capacidade de considerar o contexto ao analisar as relacdes entre as palavras em uma frase de maneira bidirecional.

'8E um modelo de aprendizagem profunda que utiliza transformadores para gerar representagdes mateméticas complexas de texto
ou outros tipos de midia, permitindo que um computador execute algumas tarefas de maneira semelhante ao cérebro humano.

E um modelo de aprendizagem profunda que transforma todas as tarefas de linguagem em uma tarefa de texto para texto,
permitindo que o modelo aprenda de maneira mais eficaz a partir de dados nao rotulados.

F uma arquitetura de rede neural que comprime a entrada em uma representacio de espaco latente e, em seguida, reconstréi a
saida a partir dessa representagdo, sendo eficaz para aprender representagdes latentes.

2IE um tipo de rede neural artificial que aprende a codificar dados de maneira eficiente de forma ndo supervisionada, com o objetivo
principal de aprender uma representacdo (codificagdo) para um conjunto de dados, introduzindo uma restri¢do de reconstrugdo, e tem
a capacidade de reconstruir a entrada a partir de uma versdo corrompida, aprendendo efetivamente a remover ruido dos dados.

22 uma arquitetura de rede adversarial generativa que utiliza convolugdes com passo (strided convolutions) e convolucdes
fracionadas para substituir as camadas de pooling, além de usar a normaliza¢do em lote (batchnorm) tanto no gerador quanto no
discriminador.

2E uma técnica que permite a tradugdo entre dois dominios diferentes sem a necessidade de dados emparelhados, utilizando
consisténcia de ciclo e treinamento adversarial para aprender mapeamentos entre dois dominios usando dados nao emparelhados.

2*F uma rede adversaria generativa (GAN) que utiliza uma arquitetura alternativa para gerar imagens sintéticas de alta qualidade,
oferecendo controle sobre o estilo da imagem gerada em diferentes niveis de detalhe.
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C Aumento da KB com ontologias de dominio construidas por terceiros e alinhadas qualitativamente com as ja
existentes;

D Propor padrdes de desenvolvimento de RFCs que facilite o uso de técnicas e algoritmos de ML. Por exemplo,
propor padrdes para criagdo de acronimos evitando ambiguidades que possam criar problemas para as técnicas
e algoritmos de ML;

E Documentar e difundir o tratamento de repositérios associado ao conhecimento de um dominio restrito;

F Desenvolver um processo de coleta do conhecimento seja feito pelos agentes do modelo A2RD. Por exemplo,
o repositério de RFCs poderia ser trabalhado pelos agentes sem a intervencio humana, Inicialmente, os agentes
construiriam ontologias com conhecimento minerado das RFCs. Um bom exemplo, sdo os acronimos. A
partir da forma geral de um acrénimo nas RFCs, que seria descoberto pelos préprios agentes, uma ontologia
de acronimos seria construida e populada automaticamente na KB. O resultado esperado nesta direcio de
automacao serd intermedidrio, isto €, espera-se que a experiéncia identifique os caminhos para tornar os agentes
autdnomos na constru¢do de ontologias.

G Estabelecer uma andlise de eficiéncia quantitativa das ontologias criadas usando DLs, via o Protégé por
exemplo, os resultados pelo uso do OnTop e o conhecimento armazenado usando Diciondrios. Adicionalmente,
serdo incluidas andlises qualitativas do uso destes recursos sob o ponto de vista do ser humano, como usudrio.
(Sera intensivamente usado, a estrutura de dados de dicionario e o uso de bases de dados armazenadas
em JSON, para disponibilizar os principais resultados da pesquisa, para uso de terceiros.)

H Com a ateng@o voltada para as técnicas de NLP e as especificidades linguisticas caracterizadas pelo repositério
de corpus gerenciados pelo RFC Editor, pode-se estabelecer que facilidades poderdo ser implementadas
ou indicadas para otimizar o trabalho da producdo de drafts e/ou RFCs, evitando as ndo muito amigédveis
ferramentas hoje disponiveis [3]. Também, um mecanismo de busca em RFCs poder4 ser implementado, de
forma bastante eficiente, ao recomendar as proximas palavras em uma sequéncia dada ou mesmo uma sentenga
ou texto, além de facilitar o estudo de RFCs orientadas a um assunto especifico [30] [31] [32].

I Resultados de exercicios sobre os modelos de linguagem (incluindo as variacdes de N-gramas? confrontados
com medidas de avaliacio de perplexidade®®), no repositério do RFC Editor podera trazer outros resultados
ainda ndo pensados neste momento.

4.1 Disseminacao e avaliacao

Além de trabalhos que deverdo ser submetidos a eventos associados ao tema serdo realizados dois semindrios promovidos
pelas institui¢des envolvidas no projeto. O primeiro semindrio terd como tema principal a construcao de ontologias
manuais ou semi-automatizadas. O segundo semindrio terd como tema central o uso de aprendizagem profunda na
contracio de ontologias em dominio da Infraestrutura da Internet.

4.2 Cronograma

A Etapa 1 correspondem a duas atividades (Al.1 e A1.2) que serdo executadas em paralelo e sdo, respectivamente:
(A1.1) constru¢do manual e/ou semi-automatica de uma ontologia para a Infraestrutura da Internet e (A1.2) levantamento
sistemadtico da literatura sobre aplicacdo de aprendizagem profunda em ontologia. A Etapa 2 somente uma atividade
(A2.1), correspondente a aplicacdo da aprendizagem profunda na constru¢io de uma ontologia.

Ainda na Etapa 1, dois artigos estdo programados para serem entregues. O primeiro (E1.1) se refere a experiéncia da
constru¢do manual e/ou semi-automadtica da ontologia proposta e o segundo (E1.2) se refere ao resultado da atividade
A1.2, isto é, o resultado da revisdo sistematica de literatura.

A atividade A2.1 terd com entregéveis, dois artigos para serem disponibilizados a publicac¢des (E2.1 e E2.2).

Em cada semestre do projeto, estd previsto um relatdrio técnico sobre os resultados do semestre e as ligdes aprendidas
até o momento de sua publicacdo (R1, R2, R3 e R4).

No final de cada ano, serdio promovidos semindrios (S1 e S2) de disseminagdo e avaliagdo do estado da arte das duas
etapas do projeto.

Complementarmente ao projeto, um registro de todas as suas atividades estard documentado no repositério do projeto,
hospedado no OSF (Open System Framework), através de documentos, em especial o SKAU-CODEX como registra a
Figura 14 e demais descrigdes feitas na Se¢do 6 [33].

Na Tabela 1, o cronograma visual das atividades.

*Nome popular dado a Cadeia de Markov
2°E uma medida que se usa para avaliar modelos de previsdo. Quanto menor a perplexidade, melhor o modelo
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Table 1: Cronograma de execug¢do das atividades por semestre.
Atividades [ 1° Sem. [ 2° Sem. | 3° Sem. | 4° Sem. |
Al.1 (Ontologia manual)

A1.2 (Revisao sistematica)
A2.1 (Aprendizagem profunda)

El.1 (Artigo: ontologia manual)

E1.2 (Artigo: revisdo sistematica)
E2.1 (Artigo: aprendizagem profunda)
E2.2 (Artigo: aprendizagem profunda)

R1 (Relatério técnico)
R2 (Relatério técnico)
R3 (Relatério técnico)
R4 (Relatorio técnico)

S1 (lo. Semindrio disseminacao e avaliacio)
S2 (20. Semindrio disseminacao e avaliacio)

5 Desafios cientificos e tecnologicos e as técnicas e métodos que podem ser usadas no projeto

Dois desafios tecnoldgicos devem ser considerados: (a) representacdo do conhecimento e a (b) descoberta de
conhecimento.

Ambos sdo desafios complexos, mas o primeiro, € menos do que o segundo. Esta conclusdo tira-se da literatura
e da experiéncia do pesquisador em lidar com as duas questdes. As linguagens de programacgéo ao disporem de
uma diversidade imensa de estrutura de dados, como o dicionario, por exemplo, ajudam a construir as propostas de
representacio do conhecimento que a ciéncia recomenda.

Mas, as recomendagdes da ciéncia para tratar computacionalmente representacdo do conhecimento, bem como a
descoberta de conhecimento estdio caracterizadas por paradigmas e propostas derivadas que tornam dificil a escolha.

As solugdes para enfrentar estes dois desafios sdo a dedicag@o intensa aos estudos primarios e a experiéncia (implemen-
tacdo das escolhas), sobre as quais se fala nas duas subsecdes que seguem.

5.1 Representacio do Conhecimento

O desafio de representar o conhecimento possui um complemento que o antecede, conhecido como captura desse
conhecimento. Na pesquisa que estd sendo proposta, o dominio do conhecimento ¢ estreito, quando se pensa no contexto
do repositério do RFC Editor. Este fato facilita a atividade envolvida nesta questdo e pode-se partir dos seguintes
estudos primdrios para procurar e experimentar por uma alternativa técnica aceitavel:

* [34]
* [35]
* [36]
* [37]
* [38]
* [12]
* [39]
* [40]
* [41]

5.2 Descoberta de Conhecimento

A este segundo desafio denomina-se descoberta de conhecimento a partir do repositério das RFCs (do inglés,
knowledge discovery from RFCs ou KDR).

Os estudos primadrios relacionados com este desafio sdo muitos e os paradigmas estdo bem diversificados. Apesar
do dominio de conhecimento contido nas RFCs ser bastante estreito o esfor¢o para uma escolha ou escolhas que
desaparecam com o desafio depende de uma extensa disponibilidade de artigos académicos. Desde o final de 2019
tem sido anotado no Codex do SKAU_UFABC uma série de informacdes a partir de um pesquisa ndo-sistemdtica da

10
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literatura, a qual listou cerca de 62 (sessenta e dois) estudos primdrios a partir dos quais se poderia avaliar as alternativas,
Tabela 2.

Table 2: Levantamento Preliminar de Estudos Primérios em Sumariza¢do e Extragdo
de Dados

# | Estudos Levantados | 2019 | 2021
1. || [42] 3675 | 4095
2. 1] [43] 26430 | 30470
3. || [44] 1865 | 2038
4. || [45] 420 456
5. ]| [46] 5632 | 6237
6. || [47] 379 404
7. 1| [48] - 77
8. || [49] 2732 | 3099
9. 1] [50] 463 509
10. || [51] 1369 | 1479
11. || [52] - | 1813
12. || [53] 21 237
13. || [54] 112 112
14. || [55] 29 33
15. || [56] 417 490
16. || [57] 1813 601
17. || [58] 35 36
18. || [59] 3977 | 6093
19. || [60] 1571 1818
20. || [61] 4 45
21. || [62] - 166
22. || [63]RT - -
23. || [64] 395 444
24. || [65] 456 545
25. || [66] 234 277
26. || [67] - 629
27. || [68] 3 4
28. || [69] - 570
29. || [70] 40 51
30. || [71] - 239
31. || [72] - 501
32. || [73] 76 87
33. || [74] 14 16
34. 1| [75] 2 3
35. || [76] - 12
36. || [77] - -
37. || [78] - -
38. || [79] - -
39. || [80] - -
40. || [81] 10 22
41. || [82] 85 119
42. 1] [83] 15 25
43. || [84] 40 193
44. || [85] 5 23
45. || [86] 1 -
46. || [87] 4 6
47. 1| [88] - 393
48. || [89] - 9
continua na proxima pagina
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Table 2 — continuacio da pagina anterior

# Estudos Levantados | 2019 2021
49. || [90] - 20
50. || [91] - 31
51. || [92] - 17
52. || [93] - 17
53. || [94] - 134
54. || [95] - 50
55. || [96] - 17
56. || [97] - 24
57. 1| [98] 1 -
58. || [99] 2167 3377
59. || [100] - 1
60. || [101] - 1
61. || [102] - -
62. || [103] 1 5

Detalhes de cada artigo sdo resumidos no referido Codex. Estas anotacdes serdo disponiveis no repositério do projeto.

As duas colunas da Tabela 2 representam as citagdes recebidas por cada artigo no final do ano de 2019, quando do
levantamento e no momento de 2021, no qual o projeto foi apresentado. A partir de cita¢cdes dos estudos primdrios é
possivel chegar a estudos mais recentes. Esta procura deve ser extensiva e critérios serdo adotados (e registrados), para
que o tempo seja suficiente para as conclusdes necessarias.

Para os desafios descritos anteriormente deve-se ter em mente que a maior parte dos experimentos estard focada nos
algoritmos de ML [7] [8] [104]. Se, face ao curto espago de tempo, nio for possivel implementar toda a experimentagao
desejada, detalhada documentacio a respeito estard exposta no Codex SKAU_UFABC para, eventualmente, serem
implementados em oportunidades futuras.

5.3 Alinhamento de Ontologias

As atividades de pesquisas que envolvem ontologias estdo associadas, principalmente, ao problema de alinhamento de
ontologias. Refere-se a transformagdo de duas ou mais ontologias em uma tnica ontologia, onde as semelhangas sao
ajustadas adequadamente [105]. Uma visao intuitiva pode ser vista na Figura 10.

Os experimentos com o alinhamento de ontologias irdo ampliar a perspectiva de popular a base de conhecimento,
fortalecendo assim, a expectativa de conhecimento disponivel para os agentes do modelo A2RD. Isto estd exposto na
Figura 11.

54 OBDA

Ontop € um sistema que implementa 0 OBDA, com arquitetura semelhante a mostrada na Figura 12 para construir
grafos de conhecimento virtuais [107, 108, 109],

Ao invés de estruturar a camada de integracdo como uma colecio de tabelas relacionais, o ONTOP € estruturado como
um Grafo de Conhecimento Virtual (do inglés, Virtual Knowledge Graph (VKG) [110]. Segundo este mesmo autor, a
abordagem do VKG combina trés ideias, trazidas abaixo via uma traducao livre:

VKG.1 Virtualizagdo de dados (do inglés, data virtualization (DV) [111] [112] [113], citados por [110] obtida evitando
expor os utilizadores finais as fontes de dados reais, e apresentando-lhes, em vez disso, uma representacéo
conceptual do dominio de interesse, tipicamente chamado esquema global.

VKG.2 Os dados sdo estruturados sob a forma de um grafo (G), onde os objetos de dominio e os valores dos dados sdo
representados como nés. As propriedades dos objetos sdo codificadas como arestas [114].

VKG.3 O gréfico que representa os dados € enriquecido pelo conhecimento do dominio (KD), captando, por exem-
plo, hierarquias de conceitos e propriedades, dominio e gama de propriedades, e propriedades obrigatdrias
[115] [116]. Tal conhecimento permite inferir sobre os dados e conhecimentos, e assim derivar um novo
conhecimento implicito do explicitamente afirmado.

O ONTOP faz uso extensivo da SPARQL [117] e possui uma integracdo com o Protégé.

12
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5.5 Apache Jena

A implementacdo do Apache Jena®’ permitird complementar a experimentagio que pesquisas com a SPARQL? e
ARQ?, participar da representagio em grafos, do RDF*. O Apache Jena usa SQL, permite integragio com HTTP
(Fuseki) e suporta o uso de OWL para construir ontologias.

A base de desenvolvimento do Jena € Java. Jena serd uma das dltimas ferramentas a serem analisadas, somente se,
nenhuma das outras, ndo satisfazerem a pesquisa.

5.6 Ontologia em Python

Como Python € a linguagem de programacao escolhida para o projeto, as bibliotecas disponiveis serdo exploradas
sempre que necessario e possivel. Python, como uma linguagem dinamica tem oferecido recursos e facilidades
para tratar ontologias. A RDFLib oferece diversos métodos para extrair informacdes de grafos RDF [118]. Mais
recentemente a biblioteca Owlready estd se mostrando apropriada para tratar ontologias com muita facilidade via
Python, incluindo base de dados, a semelhanca de Ontop [119] [120].

Outras facilidades da linguagem Python em ontologias serdo descobertas e documentadas no repositdrio do projeto.

5.7 Linguistica Computacional

Linguistica Computacional € um campo multidisciplinar que usa técnicas de Processamento de Linguagem Natural
(NLP) envolvendo a Inteligéncia Artificial, principalmente sua sub-area Aprendizagem de Maquina (ML), aplicadas a
area de Linguistica [121].

Os corpus mantidos pelo RFC Editor fazem parte de um dominio bastante apropriado e restrito, para experimentagdes
produzidas por modelos de linguagem, por demais técnicas e recomendagdes alicercadas na linguistica computacional
[122], na linguistica geral [123] e em particular, na ciéncia cognitiva computacional [124].

Sédo muitas as técnicas de NLP que serdo exploradas e documentadas detalhadamente neste projeto de pesquisa.
H4 bastante referéncias disponiveis e relacionadas com NLP usando Python, abordando principalmente a estrutura
linguistica do inglés [125] [126] [127].

5.8 Processamento da Linguagem Natural

O processamento do corpora gerenciado pelo RFC Editor (com mais de 9.000 documentos) pode exigir uma esforco
computacional muito grande e uma capacidade de memoria bastante alta. Por exemplo, nos modelos de Markov
(n-gramas) o tamanho cresce exponencialmente. Supondo um vocabuldrio V': um modelo bigrama o tamanho serd de
V2, um modelo trigrama, V3; um modelo quadrigrama, V4; e, assim sucessivamente [128].

Tais desafios poderdo ser enfrentados com mudangas nas demandas de memédria dos algoritmos aumentando o custo
de processamento, que demandaria poder computacional. Alternativas de uso de recursos computacionais poderosos
disponiveis no Brasil, como por exemplo, o Sistema de Computacio Petaflépica do SINAPAD?!,

No momento apropriado as alternativas serdo avaliadas, apontando a solu¢do adequada e disponivel.

5.9 Normalizacao e Alinhamento das Ontologias produzidas pelas diversas ferramentas

Este é um desafio que aparece quando do uso de ferramentas para produzir ontologias. Os resultados podem ser
diferentes, inclusive em um mesmo dominio. Um processo de normalizacdo e alinhamento adaptam os resultados antes
de seguirem para popular o cont€iner KB. Admite-se que, eventualmente, seja possivel o uso de outras ferramentas,
ainda desconhecidas. A Figura 13 ilustra este processo.

“"https://jena.apache.org

Bhttps://jena.apache.org/tutorials/sparql_pt.html
Phttps://jena.apache.org/documentation/query/manipulating_sparql_using_arq_pt.html
Omttps://jena.apache.org/tutorials/rdf_api_pt.html

3https://lncc.br/sinapad/
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6 Registro das licoes aprendidas durante o desenvolvimento do projeto

As ligdes aprendidas durante o periodo de pesquisa e desenvolvimento serdo registradas em um conjunto de documentos
que fardo parte do chamado SKAU_CODEX, onde um extrato pode ser visto na Figura 14. Oportunamente, este material
serd compilado em textos de divulgag@o tipo tutoriais para que sejam aproveitados por estudantes e pesquisadores
das respectivas areas. Esses documentos poderio ser publicados no blogue Infraestrutura da Internet®?, em forma de
preprints, no Wiki do repositério do projeto SKAU-UFABC [33], no repositério do projeto (SKAU Project Repository)
Os membros do projeto estardo sempre disponiveis para disponibilizar palestras, entrevistas ou outra forma de divulgagio
explicitamente relacionada como projeto.

Finalmente, informacdes sobre o andamento do projeto e seus principais resultados estardo sistematicamente disponiveis
no Twitter, LinKedin e Instagram. Eventualmente, outros canais da midia digital poderdo ser usados.
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Onde:
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Figure 11: Como as ontologias de dominio sdo inseridas na base de conhecimento através de processos de alinhamento
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